
Recunoasterea expresiilor faciale

Interfatare vizuala om-masina



Recunoasterea expresiei

Problema principala: identificarea expresiei unei persoane 

prin analiza trasaturilor faciale

Probleme secundare: 

• Identificarea intensitatii emotiei generatoare

• Detectia veridicitatii (expresia este cauzata de emotie 

genuina sau simulata)



Aplicatii

• Monitorizarea comunicatiei - utilizatorul este atentionat in momentul

cand vrea sa dea un raspuns sub influenta unei emotii puternice

• Securitate – expresia este utilizata pentru a evidentia daca cineva are 

ceva de ascuns

• Medicina – studii psihologice:

– Antrenarea persoanelor cu probleme de recunoastere a emotiilor (autism)

– Estimarea intensitatii durerii

– Detectia depresiei

• Marketing

• Jocuri



Expresii fundamentale

Neutru

Furie

Frică

Tristețe

Dezgust
Fericire Surpriză

https://www.jeremyshuback.com/blog/the

-six-fundamental-facial-expressions

Ekman and Friesen

Ușor de recunoscut

Greu de etichetat

•Emoții – veridicitate

•Control voluntar -

simulare

Dispreț



Confuzie intre expresiile de baza



Expresii derivate

Tristete Furie Fericire Teama Dezgust Surpriza

Dezamăgire

Tristeţe

Deprimare

Frustrare

Enervare

Furie

Furie

nebuna

Placere

Fericire

Extaz

Spaima

Frica

Sperietura

Dezgust

Sila

Surpriză

Uimire

Uluire

1. Grade de intensitate pentru expresiile de baza

2. Expresii obtinute prin amestecul expresiilor de baza
ex: Surpriza + Fericire = Supriza placuta

[Zucker2007]



Axele Emotionale

• Starile emotionale 

pot fi reprezentate 

pe un sistem cu 

doua coordonate: 

valenta si excitare 



Axele Emotionale



Muschii fetei

• Miscarile unui anumit 
muschi al fetei determina 
aparitia unei anumite 
unitati de actiune (Action 
Unit – AU). 

• O sau mai multe unitati 
de actiune participa la 
formarea unei expresii.



Facial Actions Coding System

Facial Action Coding System (FACS)  

• Propus de catre Ekman si Friesen - 1976

• Descrie un set de  46 ‘Unitati de Actiune’ (Action Units -

AU) ce corespund miscarilor elementare (independente) 

ale muschilor fetei

– Unele corespund unui singur muschi

– Majoritatea implica un set de muschi sau o miscare complexa

• Se refera la miscare (nu pozitii statice). 



Paul Ekman



FACS – exemple AU

AU1. Interiorul sprancenei se ridica

AU2. Exteriorul sprancenei se ridica

…

AU17. Barbia se ridica

…

AU19. Limba scoasa

AU20. Buza se intinde

…

AU29. Mandibula iesita in afara

AU30. Mandibula in lateral

AU31. Falca inclestata

…



AU

[Onal Ertugrul2019]



AU in expresii asociate emotiilor

• Expresiile faciale sunt constituite din unitatile de actiune de baza

• Expresiile asociate emotiilor de baza au la baza un set de AU-uri

universal valabil

• Ex: Fericirea:

AU1. Interiorul sprancenei se ridica (Frontalis, Pars Medialis)

AU6. Pometele se ridica (Orbicularis Oculi, Pars Orbitalis)

AU12. Coltul buzei se ridica (Zygomatic Major)

AU14. Riduri la coltul gurii (Buccinator)

• Teorie simplista si controversata



AU in expresii asociate emotiilor

Exemplu de combinatie de AU asociate emotiilor. 

[Pantic2000]

[Ekman2005]



AU in expresii asociate emotiilor



Trasaturi relevante expresiilor

• Analiza faciala bazata pe trasaturi trebuie sa tina cont de:

– Localizare – identificarea trasaturilor de interes

– Intensitate – se determina:

• Deformarea geometrica a trasaturilor

• Cantitatea de riduri provocata

– Dinamica - in general detectia pe imagini statice este dificila

• O expresie are fazele: 

– Instalarea (onset)

– Sustinerea (apex)

– Relaxarea (offset)



Dinamica trasaturilor

• Trasaturile fetei sunt:
– Trecatoare :

• Descriu emotiile
• Localizate in jurul ochilor, sprancenelor, gurii, 

pometilor

– Permanente
• De ex: parul, cicatrici, textura pielii

• Deformarea trasaturilor trecatoare releva 
emotiile

Emotiile si expresiile sunt dinamice

Baseline – neutru ar ajuta



Imagini in the wild

• Varietate mare

• Trebuie adnotate
• Specialiști – rari deci scumpi

• Persoane obișnuite ???

Generare imagini

Achiziții în laborator:
• Expresii simulate

• Actori – scumpi

• Persoane obișnuite – simulare mai 
puțin calitativă

• Fundal cu variție limitată

• Posturi limitate



Adnotarea imaginilor cu expresii

Expresii și AU

• 89.2% - 6 expresii - 23 studenti la

Psihologie [S2007]

• 100 ore antrenament pt 70% in 
recunoaștere de AU 

• Oamenii obișnuiți sunt sub 70% pe 
FACS

• 4-5 experți pentru 90-95%

• 40 -50 oameni antrenati pt 95%

Clase generale:

• CIFAR-10 94% - Andrey Karpathy

• 8 clase Catech 101 – 99% [D2017]

[Susskind2007]

[Dodge2017]



Baze de date publice

Expresii
• FER2013/Fer+

• 40k imag, gri

• 10 adnotatori  - crowd

• RafDB 

• 12k img color

• AffectNet
• Specialiști

AU (Adnotare cu Experți):
• CK +  

• 100, Simulate, exagerate

• DISFA
• Veridice, Laborator, intesitati

• EmotioNet
• Adnotate 50k

• Bu4de

• BP4D

MegaFace - 1 M neadnotate



Date de test 



Producerea expresiilor



Inducerea emotiilor 

Tristete:
• Poveste care evocă simpatia

• Muzică de fundal trista;

• Jucărie cu aspect sumbru;

• Iluminare albastra

Furie:
• Poveste care subiecţii sunt inselati spusa pe un ton sarcastic; 

• Jucărie cu aspect neplăcut; 

• Iluminare rosie

Surpriză: 
• Creşterea bruscă a volumului de muzica de fundal, 

• Un sunet intermitent de sonerie şi de sticlă sparta



No 
Pain

Pain

Estimarea intensitatii durerii



The Prkachin – Solomon Pain Score (PSPI)

Pain = AU4 + max (AU6,AU7) + max (AU9,AU10) + AU43

K. Prkachin, P. P. Solomon, The structure, reliability and validity of pain expression: Evidence from patients with shoulder pain, Pain 139 (2008) 267–274.

http://www.cs.cmu.edu/~face/facs.htm

AU4- Brow 

Lowerer

AU7 - Lid Tightener

AU6 - Cheek Raiser 
AU9 - Nose Wrinkler

AU10 - Upper Lip Raiser

AU43- Eyes 

Closed



Probleme conexe:Microexpresii

• Foarte 

scurte: 1/25 

secunde

• Mereu 

veridice

• Sunt 

considerate 

“leakage” 

cand se 

incearca 

ascunderea 

unei emotii



Pipeline standard 



Pipeline standard



Pipeline standard

Predesigned

Learned

Appearance

Static Dynamic

Geometric

Static Dynamic

Appearance 

+ 

Geometric

Static Dynamic



Trasaturi

• Predesigend
– Alese manual prin experimente
– Nu necesita f. multe exemple
– Munca manuala pentru alegerea parametrilor

• Learned
– Alese automat prin invatare
– Necesita f. multe exemple pt a nu se ajunge la 

overfitting
– Performanta mai buna
– Alegerea arhitecturii poate fi problematica



Trasaturi geometrice

• Distante intre perechi de puncte 
potrivit alese

• Unghiuri intre triplete de puncte



Exemplu: Trasaturi geometrice 
[Pantic2000]

• Masuratori geometrice din 
puncte de control de pe 
conturul sprancenelor, ochilor, 
narilor, gurii si barbiei



Exemplu: Trasaturi geometrice 
[Kotsia2007]

• Foloseste analiza temporala – urmareste modul in care se misca 
punctele pe fata umana

• Grid initializat de utilizator

• Punctele de interes sunt urmarite cu un tracker de tip Kanade–
Lucas–Tomasi

• Deformarile sunt clasificate cu SVM (2-class modificat sau 
multiclass)

• Trasaturi – distante intre puncte (208 dimensiuni)



[Kotsia2007]



[Kotsia2007]



[Kotsia2007]



[Kotsia2007]

•Testare pe CK 

•! Aceeasi 

persoana poate fi 

si la antrenare si la 

testare 



[Kotsia2007]



Trasaturi de aparenta

• Modele deformabile ale trasaturilor – ASM, AAM

• Proiectii integrale, Haar, LBP, VLBP-TOP, LBP-TOP, HOG, 

Gabor, etc



Exemplu: LBP
[Shan2009]

• Fata e impartita in regiuni

• Pe fiecare regiune se 

calculaza histograma LBP

• Trasaturi = Histogramele 

concatenate si ponderate

• Se clasifica cu:

-NN fata de trasatura 

medie a clasei

-SVM



[Shan2009]

Testare pe CK

! Person-independent



LBP temporal: LBP - TOP

[Huang2015-2]



LBP temporal: LBP - SIP

[Wang2015]

SVM pentru clasificare de microexpresii

Reducere de informatie redundanta din LBP-TOP



LBP - SIP

[Wang2015]

Rezultate pentru recunoastere de microexpresii.



LBP+Proiectii integrale

[Huang2015-1]
Diferenta intre fata cu expresie si cea neutra



LBP+Proiectii integrale

[Huang2015-1]

SVM pentru clasificare



LBP+Proiectii integrale

[Huang2015-1]

Rezultate pentru recunoastere de microexpresii.



Gabor
[Gu2012]



Gabor+LBP
[Senechal2011]

SVM pentru clasificare

Folosit la recunoastere de AU



Analiza holistica

• Imaginile originale sunt considerate a fi unitare.

• Clasificatorul este cel care decide ce este relevant

• Configuratia trasaturilor sau formele sunt dificil de parametrizat

• Solutii:

– PCA – Principal Component Analysis

– LFA - Local Feature Analysis

– LDA – Linear Discriminant Analysis

– ICA – Independent Component Analysis



PCA pentru emotii

• Portretul este divizat in:

– Partea superioara

– Partea inferioara

• Se aplica PCA pe fiecare pentru extragerea dimensiunilor 

celor mai relevante

• Dimensiunea este redusa la ~ 30 componente

• Clasificarea este realizata pe baza:

– Celui mai apropiat vecin

– Template Matching (maximizarea similaritatii)



PCA pentru emotii

[Corneanu2015]



Trasaturi invatate

• Pe toata fata sau pe zone de interes



Trasaturi invatate

• Problema: 

– Nu exista destule date etichetate 

– Etichetarea este complicata

• Solutii posibile:

– Retele pre-antrenate in probleme de analiza 
faciala (recunoastere de fete)

– Invatare semi-supervizata

– Sintetizare de noi imagini



Importanta pre-procesarii

[Lopes2017]



• 3D registration: Zface (László A Jeni, Jeffrey F Cohn, and Takeo Kanade. Dense 3d 
face alignment from 2d video for real-time use. Image and Vision Computing, 58:13–
24, 2017). 

• Crop local patches that contain the same facial parts across frames and that are 
informative for detection of specific AUs – Done manually 

• Encode patches with individual CNNs and obtain local representations. 
• Patch Weighting by Sigmoidal Attention Mechanism - weight the importance of 

patches in detecting specific AUs. The network itself learns (1) encoding of     
patches;  (2) the degree of attention to those patches to maximize AU detection. 

Exemplu: Trasaturi invatate
[Onal Ertugrul2019]



[Onal Ertugrul2019]

Rezultate pe BP4D



Transfer learning

Sistem
antrenabil 1

Sistem
antrenabil 2

Machine learning clasic

Informații
Sistem

antrenabil 2

Transfer learning



Transfer learning

Învățare prin transfer pt CNN-uri:

Informații

Xi

Legătura 

puternică

Legătura 

slabă între 

domenii

Straturi 

convoluționale



Exemplu: Trasaturi invatate
[Ding2017]



Sintetizare de imagini
[Ding2017]

• GAN antrenat sa sintetizeze fete neutre

• Informatia din straturile intermediare se 

foloseste pentru clasificarea emotiilor
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Multumesc pentru atentie!

In ceea ce priveste intrebarile… va
ascult


