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Introducere - algoritmi de invatare

Ce este Machine learning?

i |nt_erfat.a Vizuala Om-Ma§_|na + Exista mii de algoritmi de invatare / sute dintre ei apar anual;
Analiza si recunoasterea gesturilor « Existd mai multe tipuri de invatare:

invatare supervizata
- datele de antrenare contin si iesirea dorita;

invé;are nesupervizata
« datele de antrenare nu contin iesirea dorita (clusterizare);
« ideea de baza este de a se gasi sabloane si pattern-uri in date care sa fie

Pa evidentiate in mod automat.
& Pl P . S
yutimeds” Invatare semi-supervizata
Dr_ing_ lonut Mironica Bl ﬂ;‘mm « doar o parte din datele de antrenare contin iesirea dorita;

Reinforcement Learning
+ se invata in functie de feedback-ul primit dupa ce o decizie este luata.
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IV. Clasificarea gesturilor IV. Clasificare
Introducere - algoritmi de invatare
+ Introducere — algoritmi de invatare Invitare nesupervizats
K-means
. invé;are supervizati . Se re-asigneaza in mod iterativ

punctele catre cel mai apropiat vecin;

. Concluzii Clusterling aglomerativ o ] 3 o
- Fiecare punct reprezinta propriul sau cluster si in mod
iterativ se unesc cei mai apropiati centroizi;

Clustering MeanShift
. In functie de functia de densitate de probabilitate se
estimeaza fiecare centroid.
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IV. Clasificarea gesturilor IV. Clasificare
Introducere - algoritmi de invatare Introducere - algoritmi de invatare
Ce este Machine learning? invégare supervizata
" Gl o g e alerl ot e o 5@ apics o funce de predete o o s extass o
recunoagtere a fetei: imaginea sau documentul video iar acesta va avea ca iesire

— Nu 5ti;|n cum functioneaza creierul uman pentru a clasifica clasa in care face parte gestul respectiv:
gesturile;

— Chiar daca am sti nu am avea idee cum sa programam

deoarece ar fi foarte complicat; f( .) = “gest 1”

— Ar trebui sa scriem o functie diferitd pentru fiecare gest.

1 ”
+ In loc s& scriem programe foarte multe, putem colecta exemple f(.) - geSt 2

care specifica fiecare gest; f (.) 7] g e St 3u

* Un algoritm de invatare va prelua aceste exemple si va “creea’
un program care va face aceasta clasificare in mod automat;
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IV. Clasificare
invitare supervizati

y= F(X)

. Functia de Trasatura
lesire predictie extrasa

Antrenare: fiind datd o multime de antrenare impreuna cu raspunsul
dorit {(X1,y1), ..., (XnYn)} Se estimeaza predictia functiei f prin
minimizarea erorii de predictie pe multimea de antrenare;

Testare: se aplica functia f pe un exemplu de test x(care nu a fost
folosit n procesul de antrenare) si prezinta iesirea functiei y = f(x).

27.12.2016 IVOM - dr.ing. lonut Mironica 7

IV. Clasificare
invitare supervizata
Model de baza

lesire dorita
Antrenare date
antrenare
Imaginile de
antrenare l
‘ Trasaturi Modelul
} ) ‘ Antrenare ‘
imagine ] ] antrenat
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IV. Clasificare
invitare supervizati
Model de baza

Testare
Extragere prIi9a§
mm) | trasaturi unctie de
! ) predictie
f(x)
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IV. Clasificare
invitare supervizati

Trasaturi extrase

ﬁ# .. muchii

- Ly_Sdms
jimeaes =
g_._ ™ e the s Culoare  EE = . texturd
N =]
é =) forma G puncte de
interes
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IV. Clasificare
invitare supervizata
invitare supervizati — schema de baza
O — Y,
2 = S y
. Model | 72
Xy, - h,h,,...he [ Yar
Variabile de intrare: X = (Xp Xy eees Xy )
Variabile ascunse: h=(h,h,,... h)
Variabile de iesire: Y =(Y;, Y, Vi )
27.12.2016 IVOM - dr.ing. lonut Mironica u

IV. Clasificare
invitare supervizati
Algoritmi existenti
* Support vector machines (SVM),
* Retele neurale,
* Naive Bayes,
* Retele bayesiene,
» Arbori aleatorii (Random trees),
* K-nearest neighbor (K-NN),
Etc.

Care este cel mai bun algoritm?

27.12.2016 IVOM - dr.ing. lonut Mironica 12



IV. Clasificare
invitare supervizati

Teorema “No free lunch”

© Original Artist

Reproduction rights obtainable from
YW, (;a_nnu\nsmck com___\ =

IV. Clasificare
invitare supervizati

Compromisul dintre bias si varianta

4 Underfitting - modelele cu prea

. putini parametri sunt inexacte
deoarece modelul este prea simplu
* . (prea multa flexibilitate).

t Overfitting - modelele cu prea

i /\ multi parametri sunt inexacte (prea
\,/‘), v multd sensibilitate la datele de
\ (v intrare pentru antrenare).
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IV. Clasificare
invitare supervizata

Puterea de generalizare

Bias: (bias = ipoteza de lucru apriori) cat de mult difera modelul
mediu fata de setul de antrenare?

in functie de gradul de adevar al presupunerilor /
simplificarilor pot apare diferite erori de modelare.

Varianta: cat de mult modelele estimate pe setul de antrenare
difera de cele pe care se va face testarea.

13 27.12.2016 IVOM - dr.ing. lonut Mironica 16

IV. Clasificare
invitare supervizata

Compromisul dintre bias si variatie

Eroare = zgomot + bias + varianta

Erori datorate variatiei
elementelor de intrare

Erori datorate
presupunerilor
false

Erori care nu
pot fi eliminate

27.12.2016 IVOM — dr.ing. lonut Mironica

IV. Clasificare
invitare supervizati

Puterea de generalizare

Underfitting: modelul este prea “simplu” pentru a reprezenta
toate caracteristicile relevante ale claselor:
» Bias ridicat si variatie scazuta;
» Eroare de antrenare ridicata si eroare de testare scazuta.

Overfitting: modelul este prea
caracteristici irelevante (zgomot):
» Bias scazut si varianta mare;
« Eroare de antrenare scazutd si eroare de testare ridicata.

“complex” si modeleaza

14 27.12.2016 IVOM - dr.ing. lonut Mironica 17

IV. Clasificare
invitare supervizati
Bias

» Bias-ul reprezinta presupunerile efectuate de model pentru a
face functia de optimizat mai usor de invatat;

+ Tn general, algoritmii simpli au un bias ridicat, acestia fiind usor
de inteles dar mai putini flexibili;

* Au o performanta scazuta pentru probleme complexe.

Exemple de algoritmi cu bias scazut:

- arbori de decizie, random forests, k-Nearest Neighbors, Support
Vector Machines.

Exemple de algoritmi cu bias ridicat:

- regresie liniara si logistica.

27.12.2016 IVOM - dr.ing. lonut Mironica
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IV. Clasificare
invitare supervizati

Varianta

Varianta ridicata reprezinta faptul ca modelul poate fi schimbat
daca se utilizeaza diferite date de antrenare.

Functia tinta este estimaté pe baza datelor de antrenare, asa ca
este de asteptat ca fiecare algoritm sa prezinte varianta, dar ideal
este ca aceasta sa nu se schimbe prea mult.

Exemple de algoritmi cu varianta scazuta:

- regresie liniara si logistica.

Exemple de algoritmi cu varianta ridicata:

- Arbori de decizie (mai ales cei nefasonati), SVM, k-Nearest
Neighbor.

IV. Clasificare
invitare supervizati

K-Nearest Neighbor (Cei mai apropiati vecini)

= u °
K=1 ] " o
Exemple de <>E><emplu [ ) E;s?éﬂ:[ge
nvatare din de test
5 din clasa a
clasa 1 ™ doua
u (]
m [ ]

f(x) = va lua valoarea celui mai apropiat vecin a lui x

» Tot ceea ce este nevoie este distanta dintre X si toate
trasaturile din baza de antrenare;

* Nu este nevoie de un proces de antrenare.

27.12.2016 IVOM — dr.ing. lonut Mironica

IV. Clasificare
invitare supervizata

Compromisul dintre bias si varianta

Underfitting Overfitting
<4
b5
<l
[im}
e
Veronis sesuts Complexitate Varinta data
27.12.2016 IVOM — dr.ing. lonut Mironica

IV. Clasificare
invitare supervizati

Compromisul dintre bias si varianta

Eroare de testare

i ridicat i Bias scazut
Varianta scazuta Complexitate Varianta ridcata

27.12.2016 IVOM - dr.ing. lonut Mironica
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IV. Clasificare
Invatare supervizata
K-Nearest Neighbor (Cei mai apropiati vecini)
K=3
ICTENN
7 .
s .'e \ [ J o
k \ \
Exemple de Ceempy @ ooy
invatare din -+ de tes! din clasa a
clasa 1 \ 4
N . -’ . ° doua
m -
n [
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IV. Clasificare
Invatare supervizata
K-Nearest Neighbor (Cei mai apropiati vecini)
K=5 eTTITS
./ N
/
[ ] | ‘@
. N ! ® emped
Exemple del <>E><emplu I ® ;s{?e?vzree
invatare din'_ ] de test din clasa a
clasal . .’ doua
. ’ ([
[} .
N ‘'@
~._IL.-
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IV. Clasificare
invitare supervizati

IV. Clasificare
invitare supervizati
K-Nearest Neighbor (Cei mai apropiati vecini) SVM liniar
x X
Avantaje X X X
« Simplu (usor de implementat pentru o prima incercare); ®
« FErori mari de clasificare (nu are rezultate bune pentru probleme o ®
complexe); ° @
Dezavantaje ’
* Ocupd foarte multd memorie (se retine in memorie toatd baza de x2 °
antrenare); 1
« Lent — este nevoie sa se compare elementul de clasificat cu toate « Cautd o f . 4 d X I N d tim:
trasaturile din baza de date: auta o functie ce separa doua clase in mod optim:
« Dependent de tipul de metrica utilizat. f(X) - sgn(w X+ b)
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IV. Clasificare IV. Clasificare
invitare supervizata invitare supervizata
Clasificator liniar SVM liniar
\
\ « Daca clasele sunt liniar separabile, SVM liniar functionea:
. 1 @
| ! ° |
L e o '
u H P « Dar ce se intdmpla daca baza de date este mai complicata?
m ® X
u \ + Solutie — se poate mapa pe un spatiu cu o dimensiune mai mare:
m \I [ J @ .
\ .
'
Cauta o functie liniara care separa clasele °
f(x) =sgn(w - x + b)
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IV. Clasificare IV. Clasificare
Invatare supervizata Invatare supervizata
SVM liniar SVM neliniar
x X
x X x Idee de baza: spatiul initial poate fi mapat catre un spatiu
X multidimensional in care trasaturile de antrenare devin liniar
. >< separabile.
°. - .
X2 o P S .
° L] L]
x1 ® e
o . - - ~ . H e
» Cauta o functie ce separa doua clase in mod optim: . e /e
", L) L] .
f(x) =sgn(w - x + b) o Tt o
L]
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IV. Clasificare
invitare supervizati

SVM neliniar - exemplu

Dac se mapeaza functia @(X) = (X, X?)

P(X)-p(y) = (x,X*)- (v, y?) = xy + x2y*
K(x,y) =xy+x’y?

27.12.2016 IVOM - dr.ing. lonut Mironica 31

IV. Clasificare
invitare supervizata
SVM neliniar — exemple de nuclee
Nucleul de intersectie de histogrma:
N
I (hy, h,) = > min(h, (i), h, (i))
i=1

Nucleu gausian:

K(h ) =ex - 3 D' |

IV. Clasificare
invitare supervizati
SVM multiclasa

* Unu vs. altii
« Antrenare: se antreneaza cate un model SVM pentru fiecare
clasa vs celalalte;
« Testare: se aplica fiecare model SVM si se aloca clasa care
returneaza cea mai mare valoare de incredere.
« Unuvs.unu
« Antrenare: se antreneaza un model SVM pentru fiecare pereche
de clase;

« Testare: fiecare SVM antrenat voteaza pentru o clasa, iar clasa
desemnata va fi cea cu scorul cel mai mare.

27.12.2016 IVOM - dr.ing. lonut Mironica 34

IV. Clasificare
invitare supervizata
SVM
Avantaje
+ Multe implementari:
OpenCV, LibSVM, etc,
« SVM nonlinear are o putere de clasificare si generalizare foarte
mare, fiind foarte flexibil;
« SVM lucreaza bine chiar si cu o baza de antrenare foarte mica.

Dezavantaje
« Nu existd SVM multiclasa (trebuie combinate mai multe modele
SVM);
« Variantele nelineare sunt costisitoare din punct de vedere
computational (nu pot fi folosite pentru aplicatii large-scale).

27.12.2016 IVOM - dr.ing. lonut Mironica 32

IV. Clasificare
invitare supervizati
SVM multiclasa

« Din pacate, nu exista un algoritm SVM adaptat pentru clasificarea de
multiclasa;

« In practicd, se poate obtine un algoritm SVM prin combinarea mai
multor modele SVM:
1. Unuvs. altii,

2. Unuvs.unu.

27.12.2016 IVOM — dr.ing. lonut Mironica 33
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IV. Clasificare
invitare supervizati
Arbori de decizie

Class 2

1
|
Outlook L I
m = :. . ® o.
Ran) amn i o
ml %o
| . | | [ Y
Humidity i [
Wind m N n .
o , ©
- | |
-ngh -Normal | | 1
Class 1
|
27.12.2016 IVOM - dr.ing. lonut Mironica 36


http://www.kernel-machines.org/software

IV. Clasificare
invitare supervizati
Random forests

M features

N examples

Preluare vot majoritar

Logistic regression

Example: Logistic regression

Shg(x) = g(0 + b1z + Oa22) g(0y + 0121 + Oazo
(g = sigmoid function) +9:xﬁ + 0423 N
~

+03a3as + 0,
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IV. Clasificare
Invatare supervizata
Naive Bayes
Clasificatorul Naive Bayes reprezinta un algoritm probabilistic bazat
pe teorema lui Bayes, care pleaca de la premisa de independenta
intre trasaturi:
Likelihood Prior
P(YlX X) _ P(Xls-"an‘y]P(Y)
Tovenyhp) =
v P(X1,. - X,)
Normalization Constant
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IV. Clasificare
Invatare supervizata
Regresie logistica
Utilizeaza functii matematice simple intre cele doua clase pentru a
creea granite intre acestea.
H
Functii polinomiale Functia logistica
27.12.2016 39
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- +0:T1x2) T +o5a1a; + 6, -)
A\ ;t —
Undaf “Ou-be!
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Neural networks
—s pyeain

— Piy=1l

—

— ply=2 [

[T —

Class 1 u
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IV. Clasificare

Input data Logistic Regression Linear SVM Decision Tree
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IV. Clasificare

Input data

Gradient Boosting  Nearest Neighbors RBF SVM Neural Net

Naive Bayos

27
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IV. Clasificare
Concluzii

« No free lunch: algoritmii de machine learning sunt unelte cu avantaje si
dezavantaje;

* Mai intai trebuie incercati clasificatorii mai simpli dacd se mapeaza
suficient de bine pe aplicatie si abia apoi cei mai complicat;

« Este mai bine sa avem trasaturi mai inteligente si clasificatori mai simpli
decat clasificatori foarte complicati si trasaturi simple;

« Sa se foloseasca clasificatori mai complicati atunci cand avem un set
foarte divers si mare de antrenare (pentru un bun compromis bias-
varianta).

4
?9?

intrebari?

27

.12.2016 IVOM — dr.ing. lonut Mironica 44
- Sty

IV. Clasificare M.\TTL;

Concluzii "y

Nici un clasificator nu este cel mai bun
decéat ceilalti: este nevoie de a face " ML
presupuneri pentru a generaliza problema. Ll e

Sunt trei tipuri de erori, generate de:

« Zgomot: inerente si nu care nu pot fi total inlaturate;

« Bias: datorita presupunerilor si simplificarilor facute;

« Varianta: datoritd inabilitatii de a estima perfect parametrii
datorita volumului limitat al datelor de antrenare.

27.12.2016
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